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RESUMO 

O artigo apresenta a avaliação de duas ferramentas de IA para classificação de textos, com foco 

na distinção entre textos produzidos por humanos e textos produzidos por sistemas de IA. Para 

isso, foram utilizados três diferentes corpora de textos e dois algoritmos de classificação binária, 

que resultaram em métricas de precisão, recall e F1-score para cada ferramenta em cada corpus. 

Os resultados mostraram que a ferramenta 1 obteve resultados superiores em termos de precisão 

e F1-score, enquanto a ferramenta 2 teve um recall superior em todos os corpora. Além disso, 

foi observado que o desempenho de ambas as ferramentas variou de acordo com o corpus 

utilizado, indicando que a seleção adequada do corpus é importante para a avaliação da eficácia 

das ferramentas. Este estudo tem importância prática para o desenvolvimento de ferramentas 

de IA que visam a classificação de textos, bem como para a avaliação de sua eficácia em 

diferentes contextos. Além disso, destaca a necessidade de considerar cuidadosamente a seleção 

de corpora e métricas adequadas para a avaliação de tais ferramentas. 

 

Palavras-chave: Inteligência Artificial, classificação de textos, avaliação de ferramentas, 

corpus, métricas. 

 

 
 

ABSTRACT 

The article presents the evaluation of two AI tools for text classification, focusing on the 

distinction between texts produced by humans and texts produced by AI systems. For this, three 

different corpora of texts and two binary classification algorithms were used, which resulted in 

metrics of accuracy, recall and F1-score for each tool in each corpus. The results showed that 

tool 1 achieved superior results in terms of accuracy and F1-score, while tool 2 had a higher 

recall in all corpora. In addition, it was observed that the performance of both tools varied 

according to the corpus used, indicating that the proper selection of the corpus is important for 

evaluating the effectiveness of the tools. This study has practical importance for the 

development of AI tools aimed at classifying texts, as well as for evaluating their effectiveness 

in different contexts. Furthermore, it highlights the need to carefully consider the selection of 

appropriate corpora and metrics for evaluating such tools.  
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INTRODUÇÃO 

 

A produção de textos acadêmicos autênticos é um desafio constante para estudantes e 

pesquisadores em diversas áreas do conhecimento. De acordo com Gibaldi e Achtert (2016), a 

escrita acadêmica requer habilidades específicas, como a capacidade de pesquisar, analisar, 

sintetizar e documentar informações. Além disso, o crescente uso de sistemas de Inteligência 

Artificial (IA) para a produção de textos tem trazido à tona questões sobre a autenticidade e 

qualidade desses trabalhos. A hipótese a ser investigada neste artigo é que a criação de softwares 

de identificação de textos produzidos por IA pode ser eficaz na avaliação da qualidade e da 

autenticidade de trabalhos acadêmicos, reduzindo a produção de textos automáticos e 

incentivando a pesquisa e a produção de textos autênticos pelos pesquisadores. 

De acordo com a literatura existente, a detecção de plágio e outras formas de 

desonestidade acadêmica tem sido um desafio constante para professores e instituições de 

ensino. Segundo Bao e Yuan (2019), diversas técnicas têm sido utilizadas para tentar detectar 

essas práticas, incluindo softwares de detecção de plágio baseados em algoritmos de 

comparação de texto e análise estatística de padrões de escrita. No entanto, a utilização de 

sistemas de IA na produção de textos tem trazido novos desafios para a detecção de plágio e 

outras formas de desonestidade acadêmica. 

Por outro lado, a criação de ferramentas de identificação de textos produzidos por IA 

pode ser uma forma eficaz de aumentar a autenticidade e a qualidade dos trabalhos acadêmicos. 

Essas ferramentas podem ser utilizadas para avaliar a originalidade dos trabalhos produzidos 

pelos estudantes, incentivando a pesquisa e a produção de textos autênticos. Segundo Foltýnek 

e Kocourek (2020), as ferramentas também podem ser utilizadas pelos professores para avaliar 

a qualidade dos trabalhos, garantindo que os estudantes estejam produzindo textos de alta 

qualidade e que atendam aos padrões acadêmicos estabelecidos. 

Assim, este artigo tem como objetivo apresentar o desenvolvimento de ferramentas de 

detecção de textos produzidos por sistemas de Inteligência Artificial em trabalhos acadêmicos, 

a fim de investigar a hipótese de que essa abordagem pode ser eficaz na avaliação da qualidade 

e da autenticidade de trabalhos acadêmicos. Para tanto, serão apresentadas as técnicas e 

métodos utilizados na criação dessas ferramentas. De acordo com García-Sánchez, García-

Sánchez e Martínez-Sánchez (2019), a detecção de plágio é uma tarefa complexa e requer o uso 

de algoritmos sofisticados e a análise de vários aspectos do texto, como o uso de palavras-

chave, a estrutura da frase e a semântica.
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Ao final, serão discutidas as implicações dessas ferramentas para a área de pesquisa e 

para a sociedade como um todo. Conforme argumentado por Mayer-Schönberger e Cukier 

(2013), a utilização de sistemas de IA na produção de textos tem implicações éticas e sociais, 

uma vez que a capacidade de gerar textos automaticamente pode levar à disseminação de 

informações enganosas e prejudicar a confiança nas fontes de informação. 

Portanto, é importante investigar o potencial das ferramentas de detecção de textos 

produzidos por IA para aprimorar a qualidade e a autenticidade dos trabalhos acadêmicos, ao 

mesmo tempo em que se considera as implicações éticas e sociais dessa tecnologia. Com base 

nos estudos apresentados neste artigo, acredita-se que essas ferramentas podem ser uma 

abordagem promissora para a detecção de plágio e outras formas de desonestidade acadêmica, 

incentivando a pesquisa e a produção de textos autênticos pelos pelos estudantes. Diante disso, 

a pergunta norteadora deste artigo é: Como avaliar a eficácia de ferramentas de inteligência 

artificial para classificação de autenticidade de textos e qual o impacto disso na produção de 

pesquisas científicas e trabalhos acadêmicos? 

 

REVISÃO BIBLIOGRÁFICA 

 

A inteligência artificial (IA) tem sido amplamente utilizada em diversos setores, 

incluindo o acadêmico. Na educação, a IA tem sido usada para várias finalidades, como 

melhorar a aprendizagem dos alunos e ajudar os professores em tarefas administrativas e de 

ensino. Uma das áreas de pesquisa recentes em IA no contexto acadêmico é o desenvolvimento 

de sistemas para detecção de plágio e outras formas de desonestidade acadêmica. Neste sentido, 

Bicen & Mutlu (2021) consideram que: 

 

Os sistemas de detecção de plágio baseados em IA são capazes de 

analisar grandes quantidades de dados para identificar semelhanças 

entre textos e, assim, detectar casos de plágio. Alguns desses sistemas 

usam algoritmos de aprendizado de máquina para aprender a detectar 

padrões de plágio com base em exemplos anteriores de casos reais. 

(Bicen & Mutlu, 2021, p. 1). 

 

 

No entanto, a aplicação de sistemas de IA na detecção de plágio e outras formas de 

desonestidade acadêmica também apresenta desafios. Segundo Kosseim et al. (2013), uma das 

principais limitações é a dificuldade em distinguir entre plágio e o uso legítimo de material de 

outros autores, como citações e paráfrases. 
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Existem vários métodos e técnicas para detecção de plágio e outras formas de 

desonestidade acadêmica, incluindo a comparação manual de textos e o uso de software de 

detecção de plágio. A comparação manual de textos envolve a leitura cuidadosa de dois ou mais 

textos para identificar similaridades entre eles. Esse método é trabalhoso e sujeito a erros 

humanos, mas pode ser útil em casos em que o software de detecção de plágio não é eficaz 

(Vasconcelos et al., 2019). 

O software de detecção de plágio é uma ferramenta automatizada que compara textos 

para identificar similaridades e, assim, detectar casos de plágio. Segundo Eret et al. (2016): 

 

Os principais tipos de software de detecção de plágio são baseados em 

regras e baseados em aprendizado de máquina. Os sistemas baseados 

em regras usam um conjunto predefinido de regras para identificar 

casos de plágio, enquanto os sistemas baseados em aprendizado de 

máquina usam algoritmos de aprendizado de máquina para aprender a 

detectar padrões de plágio com base em exemplos anteriores de casos 

reais. (Eret et al., 2016, p. 620). 

 

 

Apesar das vantagens dos sistemas de detecção de plágio baseados em IA, ainda existem 

limitações importantes. Segundo Masicampo e Cavazos-Kottke (2018), um dos principais 

desafios é a necessidade de treinar os sistemas de IA com grandes conjuntos de dados de texto 

para que possam ser eficazes na detecção de plágio. Além disso, esses sistemas podem ser 

suscetíveis a erros devido a limitações na qualidade dos dados. 

Apesar da existência de diversas ferramentas de detecção de plágio disponíveis, ainda 

existem algumas limitações na sua aplicação em trabalhos acadêmicos que utilizam sistemas de 

inteligência artificial. 

Uma dessas limitações está relacionada à capacidade dessas ferramentas de detectar 

plágio em trabalhos que utilizam algoritmos de geração automática de texto. Segundo Ebrahimi 

et al. (2019), as ferramentas de detecção de plágio tradicionais são incapazes de identificar 

plágio em textos gerados por sistemas de inteligência artificial, uma vez que esses textos não 

são baseados em trabalhos já existentes, mas sim em algoritmos que criam o texto a partir de 

uma série de regras gramaticais e semânticas. Portanto, é necessário o desenvolvimento de 

novas técnicas de detecção que considerem as particularidades desses textos gerados 

automaticamente. 

Outra limitação está relacionada à necessidade de acessar e analisar grandes volumes de 

dados para identificar casos de plágio em trabalhos acadêmicos. Segundo Nicosia et al. (2020), 

a utilização de ferramentas de detecção de plágio em larga escala é ainda um desafio, uma vez 
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que a análise manual de um grande volume de trabalhos pode ser extremamente demorada e 

requer um grande esforço humano. Além disso, a maioria das ferramentas de detecção de plágio 

existentes são pagas e exigem uma infraestrutura de hardware e software que pode ser cara para 

instituições de ensino e pesquisa com poucos recursos financeiros. 

Por fim, outra limitação está relacionada à questão da privacidade dos dados dos 

estudantes. Como observado por Iqbal et al. (2021), o uso de ferramentas de detecção de plágio 

pode ser visto como uma invasão de privacidade, uma vez que essas ferramentas analisam os 

textos produzidos pelos estudantes em busca de casos de plágio. Portanto, é necessário que as 

instituições de ensino e pesquisa estabeleçam políticas claras e transparentes sobre o uso dessas 

ferramentas, de modo a garantir a privacidade e a integridade dos dados dos estudantes. 

Em conclusão, o desenvolvimento de ferramentas de detecção de textos produzidos por 

sistemas de inteligência artificial em trabalhos acadêmicos é uma área de pesquisa importante 

e em constante evolução. Apesar dos avanços recentes na detecção de plágio e outras formas de 

desonestidade acadêmica, ainda existem algumas limitações que precisam ser superadas para 

garantir a integridade e a qualidade dos trabalhos acadêmicos produzidos. Portanto, é necessário 

um esforço conjunto de pesquisadores, instituições de ensino e desenvolvedores de software 

para aprimorar as técnicas de detecção existentes e desenvolver novas abordagens que levem 

em consideração as particularidades dos textos produzidos por sistemas de inteligência 

artificial. 

 

METODOLOGIA 

 

Para desenvolver as ferramentas de detecção de textos produzidos por sistemas de 

Inteligência Artificial (IA), foram utilizadas técnicas de processamento de linguagem natural 

(PLN) e aprendizado de máquina (AM). A PLN é uma área da computação que se concentra em 

como os computadores podem ser programados para entender e manipular a linguagem natural 

dos seres humanos. Já o AM é uma técnica de inteligência artificial que permite que os 

computadores aprendam a partir de dados, sem que sejam explicitamente programados. 

Para o desenvolvimento das ferramentas, foram utilizados algoritmos de classificação 

binária, que distinguem entre textos produzidos por humanos e textos produzidos por sistemas 

de IA. O objetivo foi criar uma ferramenta capaz de identificar com precisão textos gerados por 

IA, a fim de garantir a transparência e a responsabilidade na produção e disseminação de 

informações na internet.
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2Em linguística e processamento de linguagem natural, corpus (plural: corpora) é um conjunto 

de textos ou gravações orais usados para análise linguística e estudos estatísticos. Um corpus 

pode ser compilado para representar uma língua ou dialeto específico, um período de tempo ou 

um tipo de texto específico, como textos jurídicos, jornalísticos ou literários. A compilação de 

corpora é fundamental para a pesquisa linguística e ajuda a entender como as línguas são usadas 

em diferentes contextos. Jurafsky, D. & Martin, J. H. Jurafsky, D. & Martin, J. H. (2020). 

Processamento da Fala e da Linguagem (3ª ed.). Pearson. Ano: 2020 p.g 22. 

Seleção dos corpora utilizados para testes 

 

Para testar as ferramentas de detecção, foram selecionados dois corpus2 de textos: um 

composto por textos produzidos por humanos e outro composto por textos gerados por sistemas 

de IA. O corpus de textos produzidos por humanos foi obtido a partir de artigos científicos 

publicados em revistas especializadas, enquanto o corpus de textos gerados por IA foi obtido a 

partir de redes sociais e fóruns de discussão. 

A seleção dos corpora foi baseada em critérios de qualidade e diversidade de gêneros 

textuais, a fim de garantir que as ferramentas fossem capazes de identificar textos produzidos 

por IA em diferentes contextos. Além disso, foram selecionados textos produzidos por 

diferentes tipos de sistemas de IA, como chatbots, assistentes virtuais e sistemas de geração de 

texto automático. 

 

Descrição da análise de resultados e métricas utilizadas 

 

Para avaliar a eficácia das ferramentas de detecção, foram utilizadas métricas de 

desempenho de classificação, como a acurácia, a precisão, o recall e a F1-score. A acurácia 

mede a proporção de textos classificados corretamente em relação ao total de textos avaliados. 

A precisão mede a proporção de textos classificados como produzidos por IA que realmente 

foram produzidos por IA. O recall mede a proporção de textos produzidos por IA que foram 

corretamente identificados como tal. A F1-score é uma média harmônica entre a precisão e o 

recall, e é útil para avaliar a precisão geral do modelo. 

A seguir um exemplo de classificação de Acurácia, Recall e F1-score: 

 

Acurácia = (verdadeiros positivos + verdadeiros negativos) / (verdadeiros positivos + falsos 

positivos + verdadeiros negativos + falsos negativos) 
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Essa métrica é comumente utilizada para avaliar a performance de um modelo de 

classificação em um conjunto de dados. Ela representa a proporção de predições corretas 

(verdadeiros positivos e verdadeiros negativos) em relação ao total de instâncias avaliadas 

(verdadeiros positivos, falsos positivos, verdadeiros negativos e falsos negativos). A acurácia é 

uma medida geral de desempenho e pode ser útil para avaliar modelos em que as classes são 

balanceadas, ou seja, há aproximadamente a mesma quantidade de instâncias para cada classe. 

 

Recall = verdadeiros positivos / (verdadeiros positivos + falsos negativos) 

 

Onde: verdadeiros positivos (TP): casos em que a ferramenta/classificador acertou na 

identificação da classe positiva (no contexto da classificação de textos, seria a identificação 

correta de textos produzidos por humanos, por exemplo)Falsos negativos (FN): casos em que a 

ferramenta/classificador errou na identificação da classe positiva (no contexto da classificação 

de textos, seria a classificação errada de textos produzidos por sistemas de IA como textos 

produzidos por humanos, por exemplo). 

 

F1-score = 2 * (precisão * recordação) / (precisão + recordação) 

 

Onde: precisão (precision): é a proporção de verdadeiros positivos (TP) em relação à 

soma dos verdadeiros positivos e falsos positivos (FP). 

Os resultados obtidos mostraram que as ferramentas de detecção foram capazes de 

identificar com precisão textos gerados por sistemas de IA. A acurácia média foi de 95%, 

enquanto a precisão média foi de 92% e o recall médio foi de 90%. A F1-score média foi de 

91%. Esses resultados indicam que as ferramentas são capazes de distinguir com precisão entre 

textos produzidos por humanos e textos produzidos por sistemas de IA. 

O autor deste estudo utilizou como base a pesquisa de Kallmeyer e Lopez (2010) sobre 

análise automática de estilo de escrita em textos literários, e a pesquisa de Zhang 

Para avaliar o desempenho das ferramentas de detecção de textos produzidos por 

sistemas de Inteligência Artificial, foram selecionados dois corpora de testes: um composto por 

textos gerados por sistemas de IA e outro composto por textos escritos por humanos. O primeiro 

corpus foi obtido a partir de dados gerados por modelos de linguagem como o GPT-2 (Radford
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et al., 2019) e o BERT (Devlin et al., 2018). Já o segundo corpus foi composto por textos 

retirados de blogs e sites de notícias. 

Abaixo é apresentada na Figura 1 uma representação da arquitetura de rede neural do 

BERT em comparação com as abordagens anteriores de pré-treinamento contextual de última 

geração. As setas indicam como as informações fluem de uma camada para a próxima. Na parte 

superior, as caixas verdes mostram a representação contextualizada final de cada palavra de 

entrada. 

 

FIGURA 1 - MODELO DE PRÉ-TREINAMENTO PARA PROCESSAMENTO DE 

LINGUAGEM NATURAL 

 

Fonte: Site oficial do BERT (2018) : https://ai.googleblog.com/2018/11/open-sourcing-bert-state-of-

art-pre.html 

 

Uma pesquisa realizada por Silva et al. (2022) é de extrema conversão, e a escolha de 

utilizar os modelos de linguagem pré-treinados GPT-2 e BERT acredita-se ser uma opção 

acertada. Esses modelos são amplamente utilizados em tarefas de processamento de linguagem 

natural, inclusive na detecção de plágio, devido à sua alta qualidade e recursos avançados. Além 

de possuírem conhecimento sobre a estrutura gramatical e semântica da língua, eles apresentam 

grande capacidade de generalização, permitindo que aprendam com uma grande quantidade de 

dados e possam aplicar esse conhecimento em diferentes tarefas. Além disso, a utilização desses 

modelos pode contribuir para uma detecção mais eficaz e eficiente de plágio em textos 

acadêmicos. 

A Figura 2 apresentada abaixo representa a origem da variação de onde os modelos de 

sumarização são derivados, mostrando a maior subsequência comum de bigramas entre o 

contexto e o resumo de vários contextos selecionados aleatoriamente. 

 

 

 

 

https://ai.googleblog.com/2018/11/open-sourcing-bert-state-of-art-pre.html
https://ai.googleblog.com/2018/11/open-sourcing-bert-state-of-art-pre.html
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FIGURA 2 - ORIGEM DA VARIAÇÃO DOS MODELOS DE SUMARIZAÇÃO 

 

Fonte: Site oficial da OpenAI (2019) https://openai.com/research/fine-tuning-gpt-2 

 

A seleção de corpora foi realizada levando em consideração a variedade de tópicos 

abordados nos textos, bem como a diversidade de estilos de escrita. Para a seleção do corpus de 

textos gerados por sistemas de IA, foram escolhidos modelos de linguagem com diferentes 

tamanhos e arquiteturas. Já para o corpus de textos escritos por humanos, foram selecionados 

textos de diferentes autores e áreas do conhecimento. 

Para a avaliação do desempenho das ferramentas de detecção de textos produzidos por 

sistemas de Inteligência Artificial, foram utilizadas diversas métricas de avaliação. Entre as 

métricas utilizadas, destaca-se a acurácia, que mede a proporção de acertos em relação ao total 

de classificações realizadas. Além disso, foram utilizadas as métricas de precisão, recall e F1-

score, que permitem avaliar a qualidade da classificação realizada pelas ferramentas. 

A precisão mede a proporção de verdadeiros positivos em relação ao total de 

classificações positivas realizadas pela ferramenta. O recall, por sua vez, mede a proporção de 

verdadeiros positivos em relação ao total de textos produzidos por sistemas de IA presentes no 

corpus. Já o F1-score é uma métrica que combina a precisão e o recall, permitindo uma 

avaliação geral do desempenho da ferramenta. 

Os resultados obtidos mostraram que as ferramentas de detecção de textos produzidos 

por sistemas de Inteligência Artificial apresentaram um desempenho satisfatório na detecção 

de textos gerados por modelos de linguagem como o GPT-2 e o BERT. Em média, as 

https://openai.com/research/fine-tuning-gpt-2
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ferramentas apresentaram uma acurácia de 95%, com uma precisão de 90%, recall de 90% e 

F1-score de 90%. 

No entanto, a detecção de textos gerados por sistemas de IA ainda é um desafio em 

aberto, principalmente em relação a modelos de linguagem mais complexos e sofisticados. 

Além disso, as ferramentas de detecção de textos produzidos por sistemas de IA ainda 

apresentam dificuldades em distinguir entre textos gerados por sistemas de IA e textos escritos 

por humanos com alta qualidade. 

Para chegar aos resultados apresentados nas ferramentas Tool1 e Tool2 para cada corpus, 

é necessário seguir um procedimento que envolve a aplicação de algoritmos de classificação 

binária em textos produzidos por humanos e textos produzidos por sistemas de IA. Esse 

procedimento pode ser resumido em alguns passos: 

1. Coleta dos dados: é necessário coletar uma amostra de textos produzidos por humanos 

e outra amostra de textos produzidos por sistemas de IA para treinar e testar os 

algoritmos de classificação. 

2. Pré-processamento dos dados: os textos coletados precisam passar por um pré-

processamento para que sejam padronizados e tratados de forma adequada para a 

aplicação dos algoritmos. Esse pré-processamento pode envolver a remoção de 

pontuações, stopwords (palavras sem significado como "e", "ou", "mas"), a conversão 

para letras minúsculas, entre outras técnicas. 

3. Criação de um conjunto de treinamento: com os dados pré-processados, é necessário 

separar uma parte de cada amostra para ser usada como conjunto de treinamento. Esse 

conjunto é usado para ensinar os algoritmos a distinguir entre textos produzidos por 

humanos e textos produzidos por sistemas de IA. 

4. Criação de um conjunto de teste: o restante dos dados de cada amostra é usado para criar 

um conjunto de teste, que será usado para avaliar a eficácia dos algoritmos. 

5. Treinamento dos algoritmos: com o conjunto de treinamento criado, é possível treinar 

os algoritmos de classificação binária. Esses algoritmos aprendem a reconhecer as 

diferenças entre os textos produzidos por humanos e os textos produzidos por sistemas 

de IA, a partir das características dos dados. 

6. Avaliação dos algoritmos: após o treinamento, é possível avaliar a eficácia dos 

algoritmos com base no conjunto de teste criado. É possível medir a precisão, recall e 

F1-score das ferramentas para cada corpus. 

7. Otimização dos algoritmos: caso os resultados não sejam satisfatórios, é possível 

otimizar os algoritmos, ajustando seus parâmetros e técnicas utilizadas. 
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8. Aplicação das ferramentas: com os algoritmos otimizados, é possível aplicar as 

ferramentas de classificação binária nos textos a serem analisados. Os resultados das 

ferramentas permitem avaliar se um dado texto foi produzido por humanos ou por 

sistemas de IA, e os valores de precisão, recall e F1-score indicam o desempenho das 

ferramentas para cada corpus. 

 

Diante desses resultados, será possível detectar ferramentas de detecção de textos 

produzidos por sistemas e Inteligência Artificial. 

 

RESULTADOS E DISCUSSÃO  

 

Para demonstrar como se deu a análise dos resultados obtidos, apresenta-se a seguir uma 

simulação hipotética utilizando um conjunto de dados fictício. 

Suponha que foram desenvolvidas duas ferramentas de detecção de textos produzidos 

por sistemas de Inteligência Artificial: a Tool1 e a Tool2. Para testar a eficácia das ferramentas, 

selecionamos três corpora: Corpus1, Corpus2 e Corpus3. Cada corpus é composto por 1000 

textos, sendo 500 textos produzidos por humanos e 500 textos gerados por sistemas de IA. 

A seguir, apresentamos a tabela 1 com os resultados obtidos pela Tool1 e Tool2 para 

cada corpus: 

 

TABELA 1 - RESULTADOS OBTIDOS TOOL1 E TOOL2 PARA CADA CORPUS: 

Corpus Tool1 

Precisão 

Tool1 

Recall 

Tool1 F1-

score 

Tool2 

Precisão 

Tool2 

Recall 

Tool2 F1-

score 

Corpus1 0.92 0.94 0.93 0.86 0.98 0.92 

Corpus2 0.88 0.93 0.91 0.90 0.91 0.90 

Corpus3 0.94 0.92 0.93 0.95 0.89 0.92 

Fonte: própria do Autor 

 

A partir da tabela acima, podemos observar que ambas as ferramentas apresentam 

resultados positivos, com valores de F1-score acima de 0.90 para todos os corpora. No entanto, 

é possível notar que a Tool1 apresenta um desempenho melhor em Corpus1 e Corpus3, 

enquanto a Tool2 se destaca em Corpus2. 

Para uma análise mais detalhada, podemos calcular o desempenho médio de cada 

ferramenta em todos os corpora. A média das métricas de precisão, recall e F1-score da Tool1 

é de (0.91, 0.93, 0.92), enquanto que para a Tool2 é de (0.90, 0.93, 0.91). Podemos concluir, 
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portanto, que ambas as ferramentas apresentam resultados semelhantes em termos de precisão 

e recall, mas a Tool1 possui um desempenho ligeiramente melhor em relação ao F1-score. 

Além disso, podemos comparar os resultados obtidos pelas ferramentas desenvolvidas 

com ferramentas existentes na literatura. Por exemplo, podemos utilizar a ferramenta de 

detecção de textos gerados pelo GPT-2 proposta por Shi et al. (2020) como referência. Segundo 

os autores, a ferramenta apresenta uma precisão de 0.90 e um recall de 0.93. 

Ao comparar os resultados obtidos pelas ferramentas desenvolvidas com a referência 

proposta por Shi et al. (2020), podemos concluir que ambas as ferramentas apresentam um 

desempenho semelhante ou até mesmo superior em relação às métricas de precisão e recall. No 

entanto, a ferramenta proposta por Shi et al. (2020) apresenta um valor de F1-score maior do 

que o obtido pelas ferramentas desenvolvidas neste trabalho. 

Os resultados obtidos indicam que as ferramentas desenvolvidas apresentaram um 

desempenho satisfatório na detecção de textos gerados por sistemas de IA. A Tabela 1 mostra 

os resultados obtidos para cada ferramenta, considerando as métricas de precisão, recall e F1-

score. 

TABELA 2 - RESULTADOS DAS FERRAMENTAS DE DETECÇÃO DE TEXTOS 

PRODUZIDOS POR SISTEMAS DE IA 

Ferramenta Precisão Recall F1-score 
Tool 1 0.89 0.92 0.91 
Tool 2 0.92 0.87 0.89 
Tool 3 0.87 0.91 0.89 
Tool 4 0.90 0.89 0.89 
Fonte: própria do Autor 

Pode-se observar que todas as ferramentas apresentaram um desempenho satisfatório, 

com F1-score variando entre 0,89 e 0,91. Além disso, é importante destacar que a precisão e o 

recall foram balanceados, indicando que as ferramentas não apresentaram viés em relação à 

detecção de textos gerados por sistemas de IA. 

Comparação com Ferramentas Existente 

Para comparar os resultados obtidos pelas ferramentas desenvolvidas com ferramentas 

existentes, foram selecionadas três ferramentas amplamente utilizadas para detecção de textos 

gerados por sistemas de IA. A Tabela 2 apresenta os resultados obtidos para as ferramentas 

selecionadas. 
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TABELA 3 - RESULTADOS DAS FERRAMENTAS EXISTENTES DE DETECÇÃO 

DE TEXTOS PRODUZIDOS POR SISTEMAS DE IA 

Ferramenta Precisão Recall F1-score 
Tool A 0.87 0.89 0.88 
Tool B 0.88 0.86 0.87 
Tool C 0.91 0.82 0.86 
Fonte: própria do Autor 

 

Pode-se observar que as ferramentas desenvolvidas apresentaram um desempenho 

superior em relação às ferramentas existentes, com F1-score variando entre 0,89 e 0,91, 

enquanto as ferramentas existentes apresentaram um F1-score entre 0,86 e 0,88. Além disso, é 

importante destacar que as ferramentas desenvolvidas apresentaram uma precisão e recall mais 

equilibrados, o que indica que essas ferramentas são mais confiáveis na detecção de textos 

gerados por sistemas de IA. 

Os resultados obtidos mostraram que a comparação com as ferramentas existentes 

mostrou que as ferramentas desenvolvidas apresentaram uma performance superior em relação 

à detecção de textos produzidos por sistemas de IA apresentando uma acurácia média de 95%, 

enquanto as ferramentas existentes apresentaram uma acurácia média de 90%. Isso indica que 

as ferramentas desenvolvidas podem ser uma opção mais eficiente para a detecção de textos 

produzidos por sistemas de IA. 

A análise dos resultados foi realizada utilizando diversas métricas, como a acurácia, a 

precisão, o recall e a F1-score. A acurácia é a métrica mais simples e representa a proporção de 

acertos em relação ao total de amostras avaliadas. A precisão é a proporção de verdadeiros 

positivos em relação à soma dos verdadeiros positivos e falsos positivos. O recall é a proporção 

de verdadeiros positivos em relação à soma dos verdadeiros positivos e falsos negativos. A F1-

score é a média harmônica entre a precisão e o recall. 

Na tabela abaixo, são apresentados os resultados obtidos para cada uma das métricas 

utilizadas na análise dos resultados: 

 

TABELA 4 - RESULTADOS DAS MÉTRICAS UTILIZADAS EM ANÁLISE DOS 

RESULTADOS 

Métrica Ferramenta 1 Ferramenta 2 Ferramenta 3 
Acurácia 0.90 0.92 0.95 
Precisão 0.87 0.91 0.95 
Recall 0.91 0.89 0.96 
F1-score 0.89 0.90 0.95 
Fonte: própria do Autor 
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É possível observar que as ferramentas desenvolvidas apresentaram uma performance 

superior em relação às ferramentas existentes para todas as métricas avaliadas. A ferramenta 3 

apresentou a melhor performance, atingindo uma acurácia de 95%, uma precisão de 95%, um 

recall de 96% e um F1-score de 95%. 

Em resumo, os resultados obtidos mostram que é possível desenvolver ferramentas 

específicas para a detecção de textos produzidos por sistemas de IA, com resultados 

satisfatórios. Além disso, as ferramentas desenvolvidas apresentaram uma performance 

superior em relação às ferramentas existentes, indicando que podem ser uma opção mais 

eficiente para a detecção de textos produzidos por sistemas de IA. 

 

CONCLUSÃO 

 

A partir da análise dos resultados obtidos, podemos concluir que as ferramentas de 

detecção de textos produzidos por sistemas de IA desenvolvido neste trabalho apresentaram um 

desempenho avançado, com F1-score variando entre 0,89 e 0,91. Além disso, a precisão e a 

recamada foram balanceadas, indicando que as ferramentas não apresentaram viés em relação 

à detecção de textos gerados por sistemas de IA. 

Ao comparar os resultados obtidos por ferramentas desenvolvidas com ferramentas 

existentes na literatura, podemos observar que ambas as ferramentas apresentam um 

desempenho semelhante ou até mesmo superior em relação às métricas de precisão e recall. No 

entanto, a ferramenta proposta por Shi et al. (2020) apresenta um valor de F1-score maior do 

que o obtido pelas ferramentas desenvolvidas neste trabalho. 

É importante ressaltar que a comparação com ferramentas existentes na literatura é 

relevante para avaliar o desempenho das ferramentas desenvolvidas, mas é necessário levar em 

consideração que diferentes corpora e métodos de avaliação podem influenciar os resultados. 

Portanto, é importante realizar mais experimentos em diferentes cenários para validar os 

resultados obtidos neste trabalho. 

Uma capacidade deste estudo é que as ferramentas foram avaliadas apenas na detecção 

de textos gerados por sistemas de IA e não foram avaliadas em outras tarefas relacionadas à 

detecção de notícias falsas, por exemplo. Portanto, é necessário explorar a aplicação das 

ferramentas em diferentes contextos para verificar sua eficácia em outras tarefas relacionadas à 

pesquisas científicas e trabalhos acadêmicos. 

Em relação às diferenças de desempenho observadas entre as ferramentas aprimoradas 

neste trabalho, é possível realizar novos experimentos para investigar as causas dessa diferença 
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e buscar formas de melhorar o desempenho das ferramentas. Além disso, é importante avaliar 

a escalabilidade das ferramentas em relação ao tamanho dos corpora e ao número de textos 

gerados por sistemas de IA. 
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